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多特征注意力的航空发动机剩余寿命预测模型

王欣，黄佳琪，孟天宇，李屹

（中国民用航空飞行学院  计算机学院， 广汉  618307）

摘 要： 航空发动机性能退化趋势复杂，适时地对其进行剩余寿命预测和检修维护十分重要。提出一种基于

多特征注意力的膨胀卷积网络模型来预测航空发动机的剩余使用寿命，利用膨胀卷积增强提取序列数据时序

信息的能力，同时建立残差连接以改善传统卷积网络中的梯度消失问题。首先采用定长滑动时间窗沿时间维

度截取数据，对数据进行重构；再对每个特征对应的时间序列单独应用膨胀卷积提取时序信息；引入特征注意

力机制计算各特征之间的相对重要性；在公开的航空发动机数据集上进行验证，并与现有的主流预测方法做对

比。结果表明：该模型在时间序列数据预测方面有着更高的精度。
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Remaining useful life estimation model for aero-engine using 
multi-feature attention
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Abstract： The degradation trend of aero-engine performance is complex， so it is very important to predict its re⁃
maining life and maintain it in time. In this paper， a dilated convolution network based on multi-feature attention 
model is presented to predict the remaining useful life （RUL） of aero-engine. In this model， dilated convolution is 
used to enhance the ability to extract temporal features of sequence data， and residual connections are established to 
improve the problem of gradient disappearance in traditional convolution networks. Firstly， the raw input data are 
reconstructed by sliding time window of fixed length to intercept data along the time dimension. Then the dilated 
convolution networks extract the temporal features of corresponding to each feature respectively. Finally， the fea⁃
ture attention mechanism is used to calculate the relative importance of features. Experimental results demonstrate 
that the proposed algorithm has better accuracy of RUL estimation than the other comparative models.
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0　引  言

航空发动机作为飞机的重要部件之一，对飞

机的安全运行有着至关重要的意义。发动机的性

能与健康状态受到内外综合因素的作用，会呈现

衰退的趋势，当衰退达到一定程度时设备会终止

工作［1］。在发动机从运行到失效的周期内，对发动

机的状态监测、故障诊断、寿命预测等是保证发动

机安全运行的必要条件［2］，因此适时地对发动机进

行评估和检修维护十分重要。目前预测性维护

（Predictive Maintenance，简称 PdM）［3］广泛应用于

航空发动机维护领域，通过预测发动机的退化趋

势，确定设备何时需要维修或退役。这种做法既

降低了维护成本，又减少了不必要的维护活动。

目前在发动机剩余寿命（Remaining Useful Life，简
称 RUL）预测领域主要有三种方式，即基于物理模

型、经验模型和数据驱动模型的预测方法［4］。前两

种预测方式都需要足够的先验知识和建立精准的

模型来描述发动机的退化方式过程，而基于数据

驱动的方法无需系统的先验知识，通过机器学习

或深度学习的方法挖掘数据之间的隐含信息进行

剩余寿命预测，是一种重要的 RUL 预测手段。

崔利杰等［5］提出一种航空发动机多状态寿命

的控制策略，在减少发动机大修和合理安排发动

机使用上优于传统的发动机寿命控制策略；胡启

国等［6］使用核主成分分析（KPCA）对发动机的多

维 退 化 信 息 进 行 降 维 处 理 和 信 息 融 合 ，利 用

BLSTM 神经网络模型对带有多维退化信息的航

空发动机剩余寿命进行预测；刘伟民等［7］提出了

CNN-LSTM 网络，利用该网络对发动机做出更精

确的寿命损耗评估和剩余寿命预测；A. Ayodeji
等［8］将因果卷积与膨胀卷积结合提取数据的时序

特征，而后通过 LSTM 网络提取不同操作条件的

多尺度特征，有效地利用了发动机的时序相关性

和特征间的相关性。

以上方法虽然在 RUL 预测方面取得了不错的

效果，却没有充分考虑多传感器特征，只是将输入

数据输入到同一个网络结构进行处理。针对这一

问题，C. Mikel 等［9］提出了一种多头卷积神经网络

（Convolutional Neural Networks，简称 CNN）架构

（Multi-head CNN-RNN），通过在多元时间序列的

每个特征上面应用一维卷积实现多传感器系统中

的异常检测，并将卷积生成的特征向量拼接送入

RNN 网络做进一步处理；D. K. Kim 等［10］在每个特

征维度上采用一维卷积分别提取每个变量的时序

特征，使用注意力机制反映变量之间的相关性。

考虑到传感器的长时间序列特征，本文在多

头 CNN 结构［10］的基础上，提出一种多特征注意力

的改进模型，在每个特征上面独立应用膨胀卷积

提取更多的发动机性能退化的时序信息，通过特

征注意力层得到发动机的 RUL 预测结果，并与几

种主流方法进行对比。

1　相关理论方法

1. 1　时序卷积网络

卷积神经网络（CNN）早在 1989 年被提出［11］，

是一种前馈神经网络，具有局部连接、权重共享的

特性。卷积运算将输入信号的局部区域与卷积核

做卷积运算，且不同层次的网络能学习到不同层

次的特征。

时序卷积网络（Temporal Convolutional Net⁃
work，简称 TCN）是在 CNN 的基础上发展而来，指

的是一类具有特殊特征的 CNN。TCN 主要有以

下特点［12］：（1） 能取任意长度的序列并映射到相同

长度的输出序列；（2） 下一层的输入只依赖于当前

时刻之前的信息，和未来的信息无关；（3） 膨胀系

数使得网络层的感受野呈指数型增长，有利于减

少网络层数和计算内存，增大感受野。

1. 1. 1　膨胀卷积

因果卷积虽能保证未来的信息不泄露，但是

面对长序列记忆的任务时，大量的历史数据需要

堆叠更多的网络层，降低了运算效率，膨胀卷积

（Dilated Convolutions）通过间隔采样这一思想有

效地解决了网络冗余问题。膨胀卷积公式为

F ( s )= ( X*df ) ( s )= ∑
i= 0

k- 1

f ( i ) ⋅X ( s- d ⋅ i ) （1）

式中：f为过滤器；X*d表示以膨胀系数为 d的膨胀

卷积操作对输入序列 X进行处理；k为卷积核尺

寸；X ( s- d ⋅ i ) 确保只能对过去的输入做卷积操作。当

d=1 时相当于正常卷积。

1. 1. 2　残差连接

神经网络的训练中，一般情况下网络越深表

达能力越强，性能越好，随着训练的深入，会出现

梯度爆炸、梯度消失的问题，因此引入残差学习框

架以减轻网络的训练量改善以上问题［13］。
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残差连接（Residual Connections）中加入了恒

等映射函数，使得网络可以实现跨层方式传递信

息。残差连接公式为

o= Activation [ ]x+ F ( x ) （2）
式中：Activation 为激活函数；F（x）为转换函数；o
为残差操作的结果。

残差结构中每个残差块由膨胀卷积层、归一

化层和激活函数组成，并引入 Dropout 避免过拟

合。考虑 TCN 中出现的输入输出维度不同的情

况，添加一个 1×1 的卷积使输入输出形状相同。

1. 1. 3　TCN 模型

本文模型中的 TCN 部分如图 1 所示，图中 k为
卷积核尺寸；b为膨胀系数基数，如 2，3，…，k（k为
整数）。设置残差块 n=5，b=2。TCN 层之间通过

残差结构连接，每个残差结构包括 2 层膨胀卷积和

1 层短路连接卷积，每个残差结构的膨胀系数都相

同，后一层的膨胀系数是前一层的 2 倍。膨胀系数

的规律增长保证了卷积视野有序扩张，可以综合

考虑局部与全局信息。

1. 2　注意力机制

注意力机制（Attention Mechanism）作为神经

网络中的一个重要概念，首先被引入机器翻译［14］，

如今被广泛应用在计算机视觉、文本处理等领域。

注意力本质思想类似于人类的视觉注意力机制，

对于视觉系统收集到的信息，大脑会选择性聚焦

重点部分，忽略掉其他无用的信息。在注意力模

型中，对输入的信息给予不同的权重系数，再与输

入向量做加权求和，突出关键特征，使模型得到期

望值，在很大程度上提高了模型的性能。

本文在 M. T. Luong 等［15］提出的注意力模型

基础上，提出一种特征注意力机制，即在预测过程

中计算每一个传感器的权重，更关注重要的传感

器参数值，其过程如式（3）~式（5）所示，其中式（3）
表示注意力分数，式（4）表示注意力权重，式（5）表

示注意力向量。

score ( X t )= X tW a                          （3）

at ( N )=
exp[ ]score ( X t ) ·W b

∑
i= 1

N

exp[ ]score ( X t ) ·W b

              （4）

X 't = X t⊙at ( N )                           （5）
式中：X t为原始输入序列；W a和W b为权重矩阵。

  神经网络通过优化算法不断调整参数值从而

得到合适的权重矩阵。经过式（3）~式（4）得到每

个传感器的注意力权重 at ( N )，再与原始输入逐个

相乘得到新的特征序列 X 't。

2　基于多特征注意力的膨胀卷积预

测模型

2. 1　模型预测流程

首先对退化不明显的特征做降维处理，再将

数据归一化，利用固定长度的滑动窗口沿时间维

度数据进行分割实现数据的重构；其次使用滑窗

后的训练数据对模型进行训练，计算每个 batch 的

损失函数，更新模型参数使得模型损失值不断减

小，当满足早停条件或达到最大训练轮数时停止

训练，建立训练好的预测模型，输入测试集，输出

每个发动机的剩余使用寿命预测值。

2. 2　网络模型设计

剩余使用寿命预测模型如下。

（1） 每台发动机有 N个特征，设滑窗长度为

m，从运行到失效的时间周期为 T，则每次滑窗后

生成一个二维矩阵

X N
t =
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ê

ê

ê
êêê
ê
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ú
úú
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úx1
t x2

t ⋯ xnt
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t+ 1 x2

t+ 1 ⋯ xnt+ 1

⋮ ⋮ ⋮
x1
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t+ m- 1 ⋯ xnt+ m- 1

⋯
⋯

⋯

xNt
xNt+ 1

⋮
xNt+ m- 1

( n∈ [ 1，N ]，t∈ [ 1，T- m+ 1 ] ) （6）

图 1 TCN 模型

Fig. 1　TCN model
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（2） 针对每一个特征单独应用膨胀卷积，分别

提取每个输入特征的时间序列信息，每个 TCN 层

的输入是一个一维向量 X n
t ：

X n
t =

é

ë

ê

ê

ê

ê
êê
ê

ê

ê

ê ù

û

ú

ú

ú
úú
ú

ú

úxnt
xnt+ 1

⋮
xnt+ m- 1

（7）

（3） 通过激活函数、批归一化和池化层的处理

后，输出 N个一维向量，将这些向量沿特征维度重

新 拼 接 ，根 据 公 式（3）计 算 出 注 意 力 分 数

score ( Xt )，再 根 据 公 式（4）求 出 注 意 力 权 重 值

at ( N )，且所有权重值之和为 1，将原始输入与对应

的权重系数相乘，输出新的特征序列 X 't，最后通过

全连接层得到预测值。

基于多特征注意力的膨胀卷积网络结构如图

2 所示。

该模型既实现了在每个特征维度上面提取数

据的时序信息，又通过注意力机制提取了特征之

间的相对重要的信息，有利于进一步提升预测

精度。

3　实  验

3. 1　数据集

实验环境配置如下：处理器为 Intel（R） Xeon
（R） W-2123（3. 60 GHz），内存 16. 0 GB；显卡为

NVIDIA Quadro P2000；集成开发环境为 Pycharm 
Professional Edition 2021，编程语言为 Python 3. 8。

本文所采用的数据集来自 NASA 商用模块化

航 空 推 进 系 统 模 拟 模 型（Commercial Mo-            
dular Aero-Propulsion System Simulation，简 称    
C-MAPSS）［16］，该数据集在设备剩余使用寿命预

测领域已得到普遍应用。该数据集包含 FD001~ 
FD004 四个子集，每个子集包含训练集和测试集，

训练集包含发动机从运行到完全失效的数据；测

试集为发动机性能衰退数据。C-MAPSS 数据集

中的发动机及子样本数如表 1 所示。

每个数据集包含 26 维数据，分别是发动机编

号、运行周期数、3 个运行参数（飞行高度、马赫数、

节流解析器）和 21 个传感器测量参数。在模型训

练中，并非所有参数都对预测是有帮助的，如：

FD001 中 setting 3 和 sensor［1，5，6，10，16，18，19］
从始至终未发生变化；同样，在 FD003 中 sensors 
［1，5，16，18，19］和 setting 3 也是不变的。为了减

少不必要的运算，选择丢弃这些参数，FD002 和

FD004 的所有数据都用来训练。将原训练集按照

7∶3 的比例划分为训练集和验证集，当模型在验证

集上取得良好效果时，将模型用于测试集。

3. 2　数据预处理

由于数据来自多个传感器，且单位不同，为消

图 2 基于多特征注意力的膨胀卷积网络结构图

Fig. 2　Structure diagram of dilated convolution 
networks based on multi feature attention

表 1　数据集

Table 1　Data set

名称

FD001
FD002
FD003
FD004

工作状态

1
6
1
6

故障模式

1
1
2
2

训练集

100
260
100
249

测试集

100
259
100
248

训练样本

20 630
53 759
24 720
61 249

测试样本

13 095
33 991
16 596
41 214
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除特征间单位差异的影响，提升模型的收敛速度

和精度，需要对数据做归一化处理，将输入数据中

的传感器参数和操作设置参数限制在［0，1］之间。

归一化的公式为

xnorm
i，j = xi，j - xmin

j

xmax
j - xmin

j

（8）

式中：xi，j为 t时刻第 i个发动机的第 j个传感器的数

值；xmin
j 、xmax

j 分别为第 j个传感器的最小值、最大

值；xnorm
i，j 为归一化后的值。

剩余使用寿命标签值对预测结果有较大影

响。发动机在刚开始运行的阶段，各部件性能都

表现良好，此阶段的退化可忽略不计。在运行一

段时间后出现线性退化的情况，在线性退化阶段，

按照线性函数递减的方式设置 RUL 阈值为 125，
当大于等于临界值时，RUL 为恒定值；小于阈值

时，RUL 随周期线性减少，线性退化模型如图 3
所示。

在寿命预测过程中，将剩余使用寿命作为一

组数据的目标输出，在训练集中的 RUL 计算如下：

RUL_train = cycle_ max - cycle_now （9）
RUL_test = cycle_ max + RUL - cycle_now （10）

式中：cycle_ max 为此发动机的最大运行周期数；cycle_now

为 此 发 动 机 当 前 运 行 的 周 期 ；RUL 为 真 实 剩 余

寿命。

滑动窗口使用固定长度的窗口从起点滑到终

点，将长序列数据划分为若干个短序列数据，同时

也能保留数据之间的前后依赖性。将固定大小的

窗口沿数据集的时间维度向前滑动，把原始长时

间序列数据划分为短序列数据。训练集中，取窗

口的下一条数据所对应的 RUL 作为此窗口的剩余

使用寿命标签，每个窗口输出一个预测值；测试集

中取每个窗口最后一条数据对应的 RUL 值作为预

测结果［17］。滑窗过程如图 4 所示，在训练过程中取

17 个特征用于滑窗，图 4 中只取 1 号发动机的 S2、
S3、S4、S8、S9 传感器为例。

3. 3　评价指标

为了分析模型性能，采用常用的度量指标均

方 根 误 差（Root Mean Squared Error，简 称

RMSE）、评分函数（Scoring Function，简称 Score）
作为预测效果的评价指标。

（1） 非对称评分函数 Score 能对超前和滞后的

预测结果产生不同的惩罚，对滞后预测的惩罚高

于超前预测，这种风险预防态度与航空业对发动

机的预测性维护做法相吻合。Score计算公式为

S core =

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

∑
i= 1

N

( e-
y
i
- yi
13 )- 1                   ( y

i
- yi < 0 )

∑
i= 1

N

( e
y
i
- yi
10 )- 1                     ( y

i
- yi ≥ 0 )

   （11）

（2） RMSE计算公式为

RMSE = 1
N ∑

i= 1

N

( y
i
- yi )2 （12）

式中：y
i
为发动机剩余寿命预测值；yi为发动机剩

余寿命真实值；N为发动机数量。当 Score和 RMSE值

越小表示预测值越接近真实值，模型效果越好。

3. 4　预测结果分析

在时间序列数据任务中，序列长度（或窗口长

度）是直接关系到最终精度的最重要参数之一。

然而窗口长度的选择没有确切的标准，其结果往

往是主观的，本文在集合｛30，40，50，60，70，80，
90，100｝中针对不同的窗口长度验证在四个数据

集上的效果，结果如表 2 所示。

图 4 滑动窗口示意图

Fig. 4　Sliding window diagram

图 3 分段线性退化模型图

Fig. 3　Piecewise linear degradation model
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针对不同的卷积核尺寸、卷积核数量、膨胀系

数等关键参数，使用贝叶斯调参的方法寻找最优

参数，分别在不同的数据集上进行训练，最后获得

最 优 参 数 组 合 如 表 3 所 示 ，可 以 看 出 ：对 于

FD001~FD004 数据集，最优的卷积核尺寸和滑窗

长度分别为［12，6，10，12］，［100，90，60，100］。

将本文模型结果与几种主流方法进行对比，

如 表 4 所 示 ，可 以 看 出 ：本 文 模 型 在 多 工 况 的

FD002 和 FD004 数据集上的预测效果整体不如单

工况的 FD001 和 FD003 数据集，原因是多工况复

杂多变的工作环境会影响提取到的传感器特征，

难以挖掘传感器从运行到失效的退化规律，影响

预测效果。相比之前的最优模型，本文模型在四

个数据集上的 RMSE 值分别降低了 2. 7%、26. 1%、

1. 4%、18. 3%；在数据集 FD002、FD003 和 FD004
上，Score 值也均优于其他模型。RMSE 是对称指标，

Score 是非对称指标，Score 加大了对剩余寿命高估行

为的惩罚，综合考虑两种指标，RMSE 值更能从整体

上体现对发动机剩余寿命的预测精度，在 RMSE 值

相近的情况下，Score值更能反映对发动机剩余寿命

高估和低估情况。综上，本文提出的多特征注意

力膨胀卷积模型在多工况的 FD002 和 FD004 数据
集上表现效果较好，且对物理背景知识和专家经
验依赖更低，具有潜在应用价值。

表 2　不同滑窗长度的影响

Table 2　Influence of different sliding window lengths

滑窗长度

30
40
50
60
70
80
90

100

RMSE

FD001
13. 71
12. 86
13. 53
15. 64
12. 09
11. 97
11. 71
11. 13

FD002
21. 05
21. 53
22. 91
20. 09
21. 57
15. 44
12. 75
14. 22

FD003
16. 85
14. 46
12. 34
10. 07
12. 99
13. 87
12. 22
13. 46

FD004
23. 25
23. 07
19. 51
16. 06
18. 82
15. 88
15. 87
15. 86

Score

FD001
297. 99
278. 33
322. 95
444. 72
244. 39
236. 59
226. 17
198. 56

FD002
3 969. 45
6 951. 00
4 182. 36
3 032. 97
4 498. 42
1 631. 29
  795. 24
1 124. 42

FD003
  907. 03
  384. 11
  257. 70
  217. 07
  361. 41
1 046. 41
  316. 54
  883. 38

FD004
4 905. 78
8 819. 43
2 930. 71
1 365. 05
2 462. 63
1 380. 47
1 321. 97
1 433. 41

表 3　模型参数

Table 3　Parameters of model

参数

卷积核数量

卷积核尺寸

膨胀系数

批训练量

迭代次数

早停率

优化器

初始学习率

滑窗长度

数值

64
［12，6，10，12］

｛1，2，4，8，16，32｝
64

100
3

Adam
0. 005

［100，90，60，100］

表 4　与目前流行方法对比

Table 4　Comparison of with current popular methods

模型

CNNLSTM［7］

LSTM［18］

MS-DCNN［19］

DCNN［20］

CNN+ATT［21］

CNN-XGB［22］

本文方法

数据集

FD001
FD002
FD003
FD004
FD001
FD002
FD003
FD004
FD001
FD002
FD003
FD004
FD001
FD002
FD003
FD004
FD001
FD002
FD003
FD004
FD001
FD002
FD003
FD004
FD001
FD002
FD003
FD004

RMSE

17. 28
28. 49
18. 59
27. 09
15. 51
20. 19
12. 59
23. 94
11. 44
19. 35
11. 67
22. 22
12. 61
22. 36
12. 64
23. 31
11. 48
17. 25
12. 31
20. 58
12. 61
19. 61
13. 01
19. 41
11. 13

12. 75

10. 07

15. 86

Score

656. 51
6 970. 07
1 024. 80
6 548. 54

593
6 820
280

19 424
196. 22
3 747

241. 89
4 844
273. 7
10 412
284. 1
12 466

198
1 144
251

2 072
224. 73

2 525. 99
279. 36

2 930. 65
198. 56
795. 24

217. 07

1 433. 41
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在测试集的四个数据集中分别选取第 24、14、
100、102 号发动机验证模型效果，得到的分布曲线

如图 5 所示，可以看出：在发动机的正常运行和退

化阶段，模型对发动机剩余寿命的预测值与真实

值基本吻合，表明了本文提出的模型具有较好的

预测精度。

4　结  论

（1） 针对航空发动机在多工况和不同故障模

式下的运行状况，提出多特征注意力的膨胀卷积

网络模型分别对单个特征进行信息提取，将单独

提取后的特征拼接，充分考虑了单个传感器的信

息。使用滑动窗口捕获更多的时序特征，有效地

学习了历史数据间的依赖关系。但是 TCN 层数的

增加也增加了模型的训练负荷，因此需要考虑如

何减小多头网络结构的复杂度。

（2） 特征注意力机制通过计算出不同传感器

（如风机、低压压气机、高压压气机、高压涡轮、低

压涡轮等）的权重，分析不同传感器对预测结果的

重要性，通过与几种主流模型的对比，证明了本文

所提出的模型在发动机寿命预测方面有着良好的

精度。
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